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Descrizione del prodotto 

Si tratta di un report metodologico che descrive l’individuazione di scenari di forzanti ambientali 

per la simulazione dei processi di dispersione di inquinanti in ambito portuale.  

      

Description du livrable 

Le présent document est un rapport méthodologique décrivant l'identification des scénarios 

de forçages environnementaux pour la simulation des processus de dispersion des polluants 

en milieu portuaire. 

      

Sintesi 

Lo studio della dinamica della dispersione di inquinanti nelle acque portuali e nelle aree 

circostanti i siti pilota del progetto, richiede l’identificazione di specifiche condizioni meteo-

marine (forzanti). Le simulazioni numeriche realizzate in questo ambito richiedono scenari 

multi-variabile difficili da selezionare in quanto le forzanti considerate risultano essere 

numerose ed estremamente variabili nel tempo. Siccome lo scopo è lo studio della dinamica 

della circolazione marittima è necessario definire determinate condizioni che riguardano 

l’intensità e la direzione del vento, le grandezze caratteristiche del moto ondoso (altezza, 

periodo e direzione dell’onda), il valore della pressione media sul livello del mare e l’oscillazione 

mareale. 

Un noto algoritmo di clusterizzazione viene impiegato per l’identificazione di tali scenari. 

L’analisi viene eseguita su un set di alcune variabili meteo-marine, riorganizzate in funzione di 

una finestra temporale caratteristica per il fenomeno preso in esame. Con questa metodologia 

è quindi possibile identificare un numero limitato di scenari rappresentativi delle condizioni 

meteo-marine tipiche di un dato sito, ottimizzando il carico computazionale delle simulazioni 

numeriche. 
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Synthèse 

L'étude de la dynamique de la dispersion des polluants dans les eaux portuaires et dans les 

zones entourant les sites pilotes du projet nécessite l'identification de conditions 

météorologiques et marines spécifiques (facteurs de forçage). Les simulations numériques 

réalisées dans ce domaine nécessitent des scénarios multi-variables difficiles à sélectionner car 

les facteurs de forçage considérés sont nombreux et extrêmement variables dans le temps. 

L'objectif étant l'étude de la dynamique de la circulation maritime, il est nécessaire de définir 

certaines conditions concernant l'intensité et la direction du vent, les quantités caractéristiques 

du mouvement de la vague (hauteur, période et direction de la vague), la valeur de la pression 

moyenne au niveau de la mer et l'oscillation de la marée. 

Des algorithmes de regroupement (clustering) bien connus sont utilisés pour l'identification de 

ces scénarios. L'analyse est effectuée sur un ensemble de plusieurs variables météo-marines, 

réarrangées selon une fenêtre temporelle caractéristique du phénomène examiné. Grâce à 

cette méthodologie, il est donc possible d'identifier un nombre limité de scénarios 

représentatifs des conditions météorologiques et maritimes typiques d'un site donné, en 

optimisant la charge de calcul des simulations numériques. 
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1.  INTRODUZIONE 

La circolazione costiera e i relativi processi fisici e di dispersione in tale zona sono sempre stati 

argomenti di grande interesse da un punto di vista non solo scientifico ma anche applicativo. 

La necessità di avere a disposizione degli strumenti di analisi e predizione di tale tipologia di 

processi è sentita sia in ambito di pianificazione e programmazione delle attività umane nella 

fascia costiera (i.e. controllo della dispersione dei dragaggi, progettazione degli emissari degli 

impianti di depurazione), sia in ambito di gestione delle emergenze e della qualità delle acque 

(i.e. sversamenti e dispersione di inquinanti sia lato terra che lato mare, incidenti in mare ed 

operazioni di search&rescue).  

In questo ambito, nelle ultime decadi, soprattutto grazie alla crescita esponenziale della 

potenza di calcolo dei computer moderni, è stato fatto sempre maggiore affidamento all’utilizzo 

di programmi di calcolo: ciò permette, infatti, di realizzare simulazioni numeriche 

dell’idrodinamica marina e costiera e dei processi di dispersione sia da un punto di vista 

euleriano (dinamica della concentrazione) sia da un punto di vista lagrangiano (dispersione di 

massa e di oggetti). In particolare, è stata sviluppata una vasta gamma di modelli numerici per 

l’analisi, la simulazione e la risoluzione di problemi di fluidodinamica: si tratta di modelli di 

Fluidodinamica Computazionale (CFD) che sono in grado di simulare i fenomeni ambientali più 

importanti risolvendo numericamente le leggi fisiche dei fluidi. Il principale utilizzo della CFD è 

quello di risolvere equazioni per via numerica in situazioni reali e complesse.  

Ad esempio, l’evoluzione costiera viene studiata tramite l’analisi di processi di morfodinamica 

in seguito a mareggiate intense e gli eventuali fenomeni di erosione. La CFD permette di 

studiare la circolazione marina in modo tale da approfondire la conoscenza delle correnti che 

caratterizzano una determinata zona e affrontare potenziali problemi legati alla dispersione di 

inquinanti. Esistono, inoltre, modelli che permettono anche la valutazione del comportamento 

di strutture costiere, in fase di progettazione, soggette a particolari condizioni di mare. 

Lo studio di tali fenomeni generalmente si basa su un’enorme quantità di informazioni che 

richiedono elevati tempi di computazione e grandi potenze di calcolo non sempre disponibili: 

questo, in particolare, può succedere quando ad esempio il dataset in esame proviene da un 

servizio di re-analisi climatologica, caratterizzato da elevata risoluzione temporale e spaziale. In 
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questo caso, può essere conveniente ridurre il numero di condizioni ambientali da tenere in 

considerazione per le simulazioni numeriche in modo da individuare e conservare i modi più 

significativi della variabilità del fenomeno. Risolvere un numero limitato di condizioni 

ambientali, altresì dette “scenari”, è vantaggioso perché non solo permette di selezionare gli 

stati meteo-marini più importanti per il processo investigato ma anche perché viene ridotto 

significativamente il carico computazionale necessario per risolvere l’intera catena di 

modellazione.   

A tale fine, è possibile impiegare delle tecniche di “Data mining” ovvero di analisi massiva dei 

dati a disposizione, tramite algoritmi di clusterizzazione (“clustering”). 

L’approccio si è rivelato molto utile, in quanto permette di raggruppare un insieme di dati in 

classi di oggetti (cluster) sulla base della loro similarità/dissimilarità, senza conoscere a priori le 

caratteristiche dei dati stessi. Un cluster è costituito da un gruppo di elementi con proprietà 

comuni ed è identificato da un cosiddetto centroide. Il risultato che si ottiene è un sottoinsieme 

di elementi in grado di riassumere il dataset iniziale, mantenendo le sue proprietà principali.  

Nella letteratura scientifica vi sono diverse applicazioni delle tecniche di clustering per 

l’identificazione di condizioni ambientali con differenti specifici obiettivi che riguardano non 

solo l’analisi di processi fisici ma anche la loro simulazione numerica. L’applicazione di tali 

algoritmi a database di re-analisi delle condizioni meteomarine (solitamente estremamente 

ampi per quanto riguarda la numerosità delle variabili archiviate, soprattutto nel caso di alta 

risoluzione spaziale e temporale) consente di descrivere le condizioni meteo-marine, 

selezionando determinati stati rappresentativi della sua variabilità, con l’obiettivo di 

implementarli in una metodologia di propagazione del moto ondoso (Camus, Mendez F. J. e 

Medina 2011a, Camus, Mendez, et al. 2011b). Per la definizione degli stati di mare, gli autori 

considerano istanti orari delle serie temporali di altezza d’onda, periodo e direzione media, 

senza tener conto della loro evoluzione nel tempo.  

Diverso è l’approccio di (Bárcena, et al. 2015) che utilizza le tecniche di clustering nell’ambito 

della simulazione dell’idrodinamica tridimensionale degli estuari ad alta risoluzione spaziale e 

temporale: viene infatti definita inizialmente una finestra temporale in base alla quale 

analizzare i dati di partenza, al fine di ottenere dei cluster rappresentati da definite serie 
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temporali. L’impiego di tale approccio permette quindi di rappresentare sinteticamente la 

variabilità delle maree astronomiche e a individuare scenari delle forzanti in gioco per ottenere 

il comportamento medio riducendo la dimensione del dataset iniziale. 

Emerge che la scelta della lunghezza della finestra temporale di dati da esaminare dipende non 

solo dal tempo scala delle forzanti considerate ma anche dal tempo caratteristico del processo 

che si vuole esaminare in seguito. Ad esempio, la propagazione del moto ondoso dal largo verso 

riva viene studiata considerando stati di mare orari, mentre il tempo scala tipico di problemi di 

dispersione è dell’ordine delle settimane.  

Altra particolarità delle tecniche descritte nei lavori summenzionati è il modo in cui viene 

applicata la clusterizzazione: da una parte (Camus, Mendez, et al. 2011b) clusterizza le variabili 

considerandole in maniera congiunta, dall’altra (Bárcena, et al. 2015) effettua una 

clusterizzazione per ogni variabile coinvolta nell’analisi in maniera indipendente.  

Tuttavia, lo studio di processi in ambito meteomarino non permette di considerare le variabili 

indipendentemente l’una dall’altra: in questo lavoro, infatti, proponiamo una metodologia che 

permetta di caratterizzare il clima marino considerando non solo le caratteristiche del moto 

ondoso ma anche la velocità del vento, il campo di pressione e la forzante di marea. Per la 

costruzione del dataset iniziale viene quindi scelta una finestra temporale adeguata in funzione 

del tipo di processo che si vuole studiare, ovvero la descrizione della dispersione di 

inquinanti/sedimenti/particelle in acque costiere, in seguito all’immissione in mare di una 

portata definita in un certo intervallo di tempo.  

2.  Dati e Metodi 

2.1.  Parametri Met-Ocean 

Il presente studio utilizza variabili meteo-marine che derivano dai prodotti di re-analisi 

(hindcast) del Dipartimento di Ingegneria Civile Chimica ed Ambientale (DICCA, 

http://www3.dicca.unige.it/meteocean/hindcast.html) dell’Università di Genova. La rianalisi 

delle condizioni atmosferiche ha permesso di costruire un database contenente dati orari di 

onda, di vento e di campo barico definiti su una griglia con risoluzione approssimativamente di 

10 km lon/lat, estesa a tutto il bacino del Mar Mediterraneo (Mentaschi, Besio, et al. 2013, 
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Mentaschi, Besio, et al. 2015). L’implementazione delle rianalisi è avvenuta in seguito alla 

validazione e all’ottimizzazione della catena di modelli numerici impiegata (WRF per il modello 

di vento e WaveWatchIII per il modello d’onda). Ad oggi questi dati sono stati impiegati in 

numerose ricerche ed applicazioni (Sartini, Besio e Cassola 2017, Zughayar, et al. 2017, Besio, 

et al. 2017, De Girolamo, et al. 2018, Ferretti, et al. 2018, Enrile, et al. 2019, Leo, et al. 2019, Re, 

et al. 2019, Mucerino, et al. 2019). 

Per lo sviluppo degli algoritmi di identificazione di scenari climatici caratteristici vengono prese 

in considerazione le serie temporali da 1979 al 2019 e con risoluzione oraria di altezza d’onda 

significativa (𝐻𝑠), di periodo e di direzione di picco (𝑇𝑝 e 𝜃𝑝, rispettivamente) delle componenti 

di velocità longitudinale/latitudinale del vento (𝑣𝑥/𝑣𝑦) e della pressione media sul livello del 

mare (𝑚𝑠𝑙𝑝). In aggiunta, viene ricavata la serie temporale della forzante di marea (di seguito 

Δ𝜂) grazie al Software di Previsione di Marea (TPXO.3) fornito dall’Università dello Stato 

dell’Oregon (Egbert e Erofeeva 2002). L’escursione di marea è stata calcolata nello stesso 

intervallo di tempo e con la stessa frequenza per cui sono disponibili i dati meteomarini 

dell’hindcast.  

Lo studio si è concentrato in punti griglia selezionati in corrispondenza di ogni sito pilota del 

progetto: in particolare sono stati considerati il Punto 000367 per il porto di La Spezia, il Punto 

000230 per il porto di Genova, il Punto 000999 per il porto di Tolone e il Punto 003174 per il 

porto di Olbia (vedere Fig. 1). Si precisa che il porto di Tolone non è stato oggetto dell’analisi 

clustering illustrata nel presente documento: la selezione degli scenari climatologici per tale 

area è stata affidata all’Università di Tolone, partner del progetto GEREMIA. 
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Figura 1 – Zoom sull’area di studio. I punti griglia selezionati sono evidenziati con un triangolo blu accompagnato con 

il codice numerico del punto hindcast (Punto 000230, lon/lat – 8.8707/44.31; Punto 000367, lon/lat – 9.8894/43.95; 

Punto 000999, lon/lat – 5.942/42.96; Punto 003174, lon/lat – 9.762/40.98). 

 

2.2.  Analisi Cluster 

Il clustering è un insieme di tecniche di analisi multivariata dei dati con l’obiettivo di selezionare 

e creare gruppi di elementi omogenei, basandosi su misure relative alla somiglianza tra gli 

elementi stessi, in termini di distanza in uno spazio multidimensionale. Può essere utilizzato 

per esaminare le distribuzioni dei dati, per osservare le caratteristiche di ciascuna distribuzione 

e per focalizzarsi su quelle di maggiore interesse. Alternativamente, può costituire una fase di 

pre-processing dei dati per altri algoritmi che operano sui cluster individuati (proprio come in 

questo caso).  
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Una tipologia di tecniche molto diffuse riguarda il clustering partizionale, in cui per definire 

l'appartenenza ad un gruppo viene utilizzata una distanza da un punto rappresentativo del 

cluster (centroide), avendo prefissato a priori il numero di gruppi della partizione risultante. Per 

tale applicazione viene introdotto il cosiddetto Maximum Dissimilarity Algorithm (d’ora in poi 

MDA) che permette la suddivisione dei dati sulla base della loro dissimilarità e consente di 

scegliere quali sono le caratteristiche di interesse per distinguere i diversi gruppi. 

Come specificato, in questo lavoro viene applicato il clustering in modo da considerare tutte le 

variabili meteo-marine summenzionate in maniera congiunta. Questo permette di ottenere un 

dataset iniziale definito come:  

𝑋𝑛,𝑉 = [

𝑥1,1 … 𝑥1,𝑉

⋮ ⋱ ⋮
𝑥𝑛,1 … 𝑥𝑛,𝑉

]     (1) 

dove V è il numero delle variabili in esame e n è il numero delle osservazioni. Si specifica che gli 

elementi su cui viene applicata la clusterizzazione sono le righe della matrice ottenuta. In 

questo modo è possibile selezionare un determinato numero di sottoinsiemi significativi e un 

numero limitato di stati in grado di descrivere in maniera esaustiva la varianza delle forzanti. 

Infatti, l’utilizzo dell’intero dataset potrebbe talvolta diventare poco conveniente non solo da un 

punto di vista computazionale (numero troppo elevato di condizioni meteo-marine da 

considerare), ma anche da un punto di vista di caratterizzazione di uno scenario tipo (Camus, 

Mendez F. J. e Medina 2011a, Núñez, et al. 2019). 

2.2.1.  Maximum Dissimilarity Algorithm (MDA)  

L’obiettivo di MDA è di selezionare un sottoinsieme della matrice iniziale 𝑋𝑛,𝑉, definito 𝑋𝑚,𝑉
∗  

(matrice degli stati significativi, con 𝑚 < 𝑛) che racchiude gli stati significativi individuati che 

meglio rappresentano la varianza complessiva dei dati. Il passaggio iniziale prevede la 

normalizzazione di tutte le variabili scalari (quindi, di ogni colonna della matrice 𝑋𝑛,𝑉) in uno 

spazio comune, in modo tale da poter lavorare facilmente con variabili caratterizzate da diversi 

ordini di grandezza.  

L’algoritmo di selezione inizia con l’individuazione del primo stato significativo, identificato 

come lo stato più lontano dalla nuvola di punti iniziale, ovvero quello più “dissimilare” dal resto 
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del dataset. Una volta selezionato, si procede con il calcolo della dissimilarità tra i vettori della 

matrice 𝑋𝑛−1,𝑉 e il sottoinsieme 𝑋1,𝑉
∗ , quindi con il calcolo della distanza Euclidea così espressa: 

𝑑𝑖1 = ||𝑥𝑖 − 𝑥1
∗||,    𝑖 = 1,… , 𝑛 − 1     (2) 

dove 𝑥 e 𝑥∗ indicano rispettivamente le righe delle matrici di input e di output. Il nuovo elemento 

viene successivamente selezionato come quello caratterizzato dal valore massimo di 𝑑𝑖1 e 

aggiunto alla matrice target 𝑋∗. Come illustrato in (Camus, Mendez, et al. 2011b), si applica la 

versione MaxMin dell’algoritmo: infatti, in corrispondenza della 𝑘𝑒𝑠𝑖𝑚𝑎  iterazione (𝑘 < 𝑚, dove 

𝑘 è il numero di elementi della matrice 𝑋∗), la distanza da considerare per ogni elemento di 

𝑋𝑛−𝑘,𝑉 è la minima rispetto a tutti i 𝑘 vettori di 𝑋𝑘,𝑉
∗ ; tra tutte queste distanze viene selezionata 

quella massima e il corrispondente stato viene di conseguenza aggiunto a 𝑋∗. Il calcolo finisce 

quando 𝑘 diventa uguale a 𝑚, ovvero una volta che viene raggiunto il numero di cluster 

(precedentemente stabilito). Alla fine del procedimento di costruzione della matrice 𝑋∗, si 

ottiene un sottoinsieme di vettori che permette di riassumere il dataset di partenza con un 

numero minore di stati: gli elementi rimasti vengono assegnati al corrispondente vettore 

modello più vicino, formando delle vere e proprie classi di stati.  

 

2.2.2.  Selezione del numero ottimale di cluster  

Fondamentale per ogni tecnica di clustering è la definizione del numero appropriato di cluster, 

d’ora in poi denominato 𝑚. La scelta può essere fatta in modo soggettivo, quando per esempio 

l’utente decide di impostare un determinato numero di classi o conosce come e con quali 

distribuzioni si presentano i dati. Altrimenti, se il valore di 𝑚 non è noto a priori, è necessario 

introdurre un’analisi di sensitività sui risultati della clusterizzazione. Ad esempio (Bárcena, et al. 

2015) fa riferimento all’indice CE (proposto da (Nash e Sutcliffe 1970)) che permette di valutare 

l’efficienza degli stati del modello nella riproduzione del dataset di partenza. Simile approccio 

viene applicato (Núñez, et al. 2019) dove viene calcolato il Mean Skill Index (introdotto da 

(Willmott 1981)): tale coefficiente riflette la precisione con cui le variabili classificate si 

approssimano alle variabili originali. (Solari e Alonso 2017) utilizzano la varianza totale per 

costruire grafici in cui l’andamento decrescente della varianza stessa orienta la decisione sul 

numero di cluster da selezionare. 
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Un approccio simile può essere applicato nello schema di MDA, essendo lo scopo del processo 

di selezione quello di estrarre un sottoinsieme di condizioni d’onda in grado di rappresentare 

sinteticamente l’intero database di rianalisi. Pertanto, in questo lavoro il valore di 𝑚 viene 

definito facendo riferimento al calcolo della distanza media tra gli stati modello, definita come: 

�̅� =
1

𝑚−1
∑ 𝑑𝑖

𝑚−1
𝑖=1                                                                    (3) 

dove 𝑑𝑖 è la distanza tra lo stato modello iesimo e (i+1)esimo selezionati tramite il procedimento 

iterativo di MDA. Viene, quindi, definito il numero ottimale di cluster come quel valore oltre il 

quale non si apprezzino cambiamenti significativi di �̅�. 

2.2.3.  Clustering di serie temporali 

Il dataset fino ad ora considerato per l’applicazione degli algoritmi di clustering (ovvero 𝑋𝑛,𝑉 in 

questo lavoro) è definito semplicemente affiancando le serie temporali originali delle variabili 

prese in esame, ciascuna caratterizzata da risoluzione temporale oraria. Si specifica che ogni 

variabile è rappresentata da un vettore e ogni suo elemento descrive un singolo stato. 

Tuttavia, l’obiettivo di questo lavoro è quello di selezionare condizioni climatiche che vengono 

impiegati per realizzare simulazioni numeriche di particolari fenomeni fisici: infatti, la variabilità 

temporale delle forzanti in esame gioca un ruolo fondamentale per la definizione della non 

stazionarietà degli scenari tipo. Per questo è richiesta una riorganizzazione dei dati di input che 

rispetti la struttura temporale delle forzanti considerate.  

Si ritiene importante procedere con la selezione di un intervallo di tempo rappresentativo che 

risulti idoneo per tutte le grandezze analizzate. In accordo con quanto descritto da (Bárcena, et 

al. 2015), una volta definita la scala temporale delle forzanti, le rispettive serie di dati possono 

essere riordinate di conseguenza in serie di assegnata estensione, in modo tale da preservare 

l’andamento delle variabili. L’obiettivo, infatti, è quello di cercare di mantenere l’impronta degli 

eventi effettivamente osservati. Viene perciò valutata la funzione di autocorrelazione delle 

singole variabili (ACF), definendo il grado di dipendenza tra i valori assunti da una variabile 

campionata nel suo dominio, per determinare la frequenza fondamentale del segnale in esame.  
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Figura 2 – Funzione di Auto-Correlazione per alcune variabili meteo-marine impiegate nell’analisi. 

I risultati della ACF mostrano che le variabili coinvolte si caratterizzano su scale differenti e 

suggeriscono la necessità di stabilire uno schema comune in modo tale da facilitare 

l’applicazione delle analisi di clustering successive. Perciò, non solo la scelta della finestra 

modello (d’ora in poi 𝑛𝑡) dovrebbe tenere presente del tipo di processo che deve essere 

simulato in un secondo momento, ma dovrebbe anche risultare minore della scala temporale 

più piccola relativa alle variabili in esame. Sulla base di quanto detto e considerando i tempi 

scala tipici dei processi di dispersione, nel presente studio si è scelto di impostare 𝑛𝑡 pari a una 

settimana. 

A questo punto, preso 𝑛𝑡 il numero di istanti temporali (cioè il numero di ore) di cui è composta 

la scala temporale di riferimento, pari a 168, il vettore 𝑥 viene ridefinito nel modo seguente:  

𝑥𝑗
′ = 𝑥[𝑖𝛿 + 1 ∶ 𝑛𝑡 + 𝑖𝛿], 𝑖 = 0, … ,

𝑛−𝑛𝑡

𝛿
 ; 𝑗 = 𝑖 + 1          (4) 

dove 𝛿 rappresenta lo shift tra due successivi intervalli di tempo (ovvero il numero di passi 

temporali tra due istanti iniziali di due successive 𝑥′). 

Il clustering, quindi, può essere eseguito direttamente sulla matrice riorganizzata 𝑋′: in questo 

caso ogni riga della matrice definisce uno stato di mare caratterizzato da una finestra 

settimanale di ogni variabile e non fa più riferimento a stati puntuali. Si riporta nell’equazione 

5 un esempio di tale operazione eseguita sulla serie temporale di una grandezza X. 
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𝑋 =  

[
 
 
 
 
 
𝑥1 
𝑥2

⋮
𝑥𝑛𝑡

⋮
𝑥𝑛

 ]
 
 
 
 
 

   𝑋′ = [

𝑥1 … 𝑥𝑛𝑡
𝑥𝑖𝛿+1

⋮

…
…

𝑥𝑛𝑡+𝑖𝛿

⋮
𝑥𝑛−𝑛𝑡+1 … 𝑥𝑛

]   (5) 

 

2.2.4.  Clustering di variabili circolari  

Le tecniche di clustering generalmente comportano il calcolo della distanza euclidea tra gli 

elementi di un dataset e alcuni elementi modello definiti nello stesso spazio, con l’obiettivo di 

effettuare una vera e propria suddivisione in gruppi. 

Tuttavia, nel momento in cui sono coinvolte nell’analisi variabili circolari (come, ad esempio, la 

direzione di propagazione delle onde), è necessario prendere in considerazione una 

precauzione che permetta di gestire tali dati facilmente ed evitare errori in presenza di 

discontinuità nello spazio delle variabili. Ad esempio, due onde caratterizzate da direzioni di 

arrivo rispettivamente di 0° e 360° risultano in termini di distanza molto diverse, ma in realtà 

presentano la stessa direzione di provenienza e per questo devono appartenere allo stesso 

cluster.  

In questo lavoro viene introdotto ed impiegato un approccio che permette di proiettare la 

direzione dell’onda lungo gli assi est/nord come segue: 

{
𝜃𝑝,𝑥 = −cos (𝜃𝑝 − 90)

𝜃𝑝,𝑦 = sin (𝜃𝑝 − 90)
                                       (6) 

La correzione applicata permette di fare in modo che le componenti proiettate siano coerenti 

con la convenzione nautica: le componenti sono, infatti, entrambe positive/negative nel 

primo/terzo quadrante, mentre sono di segni discordanti nel secondo e quarto quadrante. Si 

vuole precisare che è possibile che dall’equazione 6, 𝜃𝑝,𝑥 e 𝜃𝑝,𝑦 possono raggiungere valori 

negativi: dal punto di vista fisico, questa condizione è priva di senso, ma significativa ai fini della 

clusterizzazione, in quanto consente di raggruppare i dati in maniera più coerente.  

In Figura 3 si riporta un confronto tra l’applicazione della clusterizzazione alla variabile 

direzionale 𝜃𝑝 e alle proiezioni della direzione stessa. Si può notare che nel primo caso il 
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raggruppamento viene influenzato dalla discontinuità spaziale di cui è caratterizzata la variabile 

oggetto della discussione; al contrario, nella seconda situazione la classificazione ha esito 

positivo e il carattere bimodale del clima ondoso viene correttamente rilevato.  

 
Figura 3 - Esempio di clustering applicato a una variabile direzionale: variabile originale (pannello di sinistra) e sue 

proiezioni (pannello di destra). 

3.  RISULTATI e DISCUSSIONE 

In accordo con quanto detto finora la matrice dei dati utilizzata per la clusterizzazione viene 

costruita considerando la lunghezza della finestra temporale 𝑛𝑡 pari a 168 elementi (ovvero le 

ore di una settimana) per ogni variabile in esame: perciò vengono concatenate le matrici 𝑋′ di 

𝐻𝑠, 𝜃𝑝,𝑥 , 𝜃𝑝,𝑦 , 𝑇𝑝 , 𝑣𝑥 , 𝑣𝑦 , 𝑚𝑠𝑙𝑝, Δ𝜂 (vedere Eq. 5). Il risultato è una matrice di dimensioni pari a 

𝑛 × (𝑉 × 𝑛𝑡), dove 𝑁 è il numero delle settimane intere contenute nel dataset e 𝑉 è il numero 

delle variabili analizzate (pari a 8, considerando le proiezioni della direzione d’onda).  

Alla matrice complessiva 𝑋′, come specificato nella Sezione 2.2.1, viene applicata l’operazione 

di standardizzazione di ogni colonna, centrando i dati intorno allo zero (sottraendo la media) e 

scalandoli rispetto alla deviazione standard: 

𝑋:,𝑗
′ =

𝑥:,𝑗
′ −𝜇(𝑥:,𝑗

′ )

𝜎(𝑥:,𝑗
′ )

     (7) 

dove 𝜇 e 𝜎 rappresentano rispettivamente la media e la deviazione standard della jesima 

colonna della matrice 𝑋′. Tale operazione risulta necessaria dal momento che permette 

all’algoritmo di clustering di trattare sia dati negativi sia positivi, caratterizzati da differenti 

ordini di grandezza, evitando che le variabili più rilevanti alterino i successivi calcoli.  
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La Figura 4 riporta i risultati dell’analisi di sensitività eseguita sulla matrice 𝑋′ richiesta 

dall’algoritmo di MDA per la selezione del numero ottimale dei cluster (vedi Sezione 2.2.2).  

Si fa notare che i valori complessivi di �̅� sono stati scalati nel range 0-1, dal momento che la 

scala originaria non assume alcun rilievo, essendo le statistiche calcolate a partire da variabili 

standardizzate; la forma della curva è la sola caratteristica importante. La scelta del valore di 𝑚 

richiede che il tasso di variazione della grandezza calcolata (�̅� in questo caso) sia trascurabile. 

Perciò, nel caso, ad esempio, del dataset di Genova (pannello in alto a sinistra, Figura 4) il grafico 

risulta avere una evidente pendenza più mite a partire dai 20/30 cluster: è stato scelto di 

impostare 𝑚 = 25.  

  

  

Figura 4 - Risultati dell'analisi di sensitività: andamento della distanza media tra gli stati modello selezionati in 

funzione del numero di cluster considerato: Genova (pannello in alto a sinistra), La Spezia (pannello in alto a destra), 

Olbia (pannello in basso).  
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Analoghe considerazioni possono essere fatte per gli altri dataset analizzati e in particolare 

sono stati selezionati: 25 cluster sia per il caso di La Spezia (Figura 4, pannello in alto a destra) 

sia per il caso di Olbia (Figura 4, pannello in basso a sinistra).  

In seguito, nell’Appendice (Figure A-B-C) sono riportati in dettaglio gli scenari selezionati per 

ogni dataset tramite l’algoritmo di clustering. Ogni immagine riguarda la descrizione di un 

singolo scenario e per ciascuno vengono mostrati in ordine: il grafico di variazione della 𝑚𝑠𝑙𝑝 

(in alto a sinistra), l’andamento dell’altezza d’onda significativa (in alto a destra), il grafico della 

variazione della forzante di marea Δ𝜂 (in basso a sinistra) e l’andamento del modulo della 

velocità del vento (in basso a destra). Si fa notare che nel secondo e quarto grafico vengono 

inoltre evidenziate rispettivamente le direzioni di propagazione del moto ondoso e di 

provenienza del vento, tramite opportuna scala di colori specificata a lato della curva. Da 

precisare che in seguito alla clusterizzazione, tali variabili direzionali sono state ottenute 

riproiettando opportunamente le componenti originarie.  

Per quanto riguarda il porto di Tolone la selezione delle settimane tipo è avvenuta in maniera 

differente rispetto alla clusterizzazione: sono stati infatti scelti dall’Università di Tolone 6 scenari 

climatologici che sono risultati maggiormente significativi dal punto di vista meteomarino. In 

Appendice (Figura D) sono riportati inoltre gli andamenti degli stati di mare corrispondenti.  

Gli stati modello risultanti dall’analisi clustering dei dataset in esame catturano efficacemente 

le principali modalità del clima ondoso locale. Ciò è dimostrato nella Figura 5 che riporta le rose 

direzionali dei siti pilota del progetto analizzati: sono evidenziate le distribuzioni direzionali di 

𝐻𝑠 in funzione delle differenti classi di intensità. Ciò si riflette di conseguenza sull’impronta degli 

stati modello: la maggior parte degli scenari ottenuti mostra caratteristiche coerenti con i settori 

evidenziati in Figura 5 sia in termini di direzioni di provenienza delle onde sia in termini di 

direzione del vento.  

Quanto considerato è valido anche per il porto di Tolone (pannello in basso a destra), sito pilota 

che non rientra nell’analisi clustering: infatti vengono selezionati manualmente scenari 

climatologici che rispecchiano la climatologia caratteristica. 
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Figura 5 -- Grafici polari di Hs per i siti pilota del progetto: Point_000230 (pannello in alto a sinistra), Point_000367 

(pannello in alto a destra), Point_003174 (pannello in basso a sinistra), Point_000999 (pannello in basso a destra). 

 

4.  CONCLUSIONI 

Questo lavoro nasce nell’ambito del progetto GEREMIA il cui obiettivo principale riguarda la 

predisposizione di un piano congiunto di gestione della qualità delle acque portuali allo scopo 

di ridurre il rischio di inquinamento da reflui e i possibili impatti sugli ambienti marini 

circostanti. Il conseguente studio della dinamica della circolazione marittima ha reso necessario 

sviluppare una metodologia in grado di selezionare scenari meteo-marini rappresentativi del 

clima marino delle aree limitrofe ai porti dei siti pilota del progetto. L’obiettivo infatti è quello 

di individuare condizioni climatiche significative in modo da concentrare l’attenzione solamente 

su queste e risolverle numericamente, riducendo i tempi di calcolo dei modelli di 

Fluidodinamica Computazionale.  

Tale metodologia è stata sviluppata introducendo l’applicazione di tecniche di Data Mining 

tramite algoritmi di clustering in grado di gestire un enorme quantità di dati e di creare dei 
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gruppi di elementi sulla base della loro “lontananza logica”. In particolare, è stato impiegato il 

MDA che permette di selezionare scenari che permettono di esprimere la varianza 

complessiva del dataset di partenza, includendo anche condizioni estreme. 

L’applicazione di tale algoritmo ha permesso di identificare rispettivamente 25 scenari per il 

porto di Genova, Olbia e La Spezia. Il porto di Tolone non è stato considerato nell’analisi 

clustering, oggetto del presente documento, in quanto gli scenari climatologici sono stati 

selezionati manualmente dall’Università di Tolone.  

I risultati ottenuti sono stati quindi validati confrontandoli con la climatologia media dei 

sottobacini in esame.  

La validazione porta a concludere che l’implementazione di tale metodologia può diventare uno 

strumento utile per la definizione di scenari multivariati permettendo una importante riduzione 

dello sforzo computazionale dei modelli CFD e una significativa ottimizzazione 

nell’impostazione del lavoro effettuando simulazioni numeriche più mirate.  
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1.  INTRODUCTION 

La circulation côtière et les processus physiques et de dispersion qui y sont liés ont toujours 

été des sujets de grand intérêt, non seulement d'un point de vue scientifique mais aussi d'un 

point de vue applicatif. Le besoin d'outils d'analyse et de prévision de ce type de processus se 

fait sentir à la fois dans la planification et la programmation des activités humaines dans la 

bande côtière (par exemple, le contrôle de la dispersion du dragage, la conception des 

émissaires des stations d'épuration), et dans la gestion des urgences et de la qualité de l'eau 

(par exemple, déversements et dispersion des polluants sur terre et en mer, accidents en mer 

et opérations de recherche et de sauvetage).  

Dans ce domaine, au cours des dernières décennies, notamment grâce à la croissance 

exponentielle de la puissance de calcul des ordinateurs modernes, on a eu de plus en plus 

recours à l'utilisation de programmes de calcul : cela permet, en effet, de réaliser des 

simulations numériques de l'hydrodynamique et des processus de dispersion marins et côtiers, 

tant d'un point de vue eulérien (dynamique des concentrations) que lagrangien (dispersion des 

masses et des objets). En particulier, une large gamme de modèles numériques a été 

développée pour l'analyse, la simulation et la résolution des problèmes de dynamique des 

fluides : il s'agit de modèles de mécanique des fluides numériques (CFD) qui sont capables de 

simuler les phénomènes environnementaux les plus importants en résolvant numériquement 

les lois physiques des fluides. La principale utilisation de la CFD consiste à résoudre 

numériquement des équations dans des situations réelles et complexes.  

Par exemple, l'évolution des côtes est étudiée en analysant les processus morphodynamiques 

consécutifs à des ondes de tempête intenses et à d'éventuels phénomènes d'érosion. La CFD 

permet d'étudier la circulation marine afin de mieux comprendre les courants qui caractérisent 

une zone donnée et d'aborder les problèmes potentiels liés à la dispersion des polluants. Il 

existe également des modèles qui permettent d'évaluer le comportement des structures 

côtières, en phase de conception, soumises à des conditions de mer particulières. 

L'étude de ces phénomènes repose généralement sur une énorme quantité d'informations qui 

nécessite de longs temps de calcul et de grandes puissances de calcul qui ne sont pas toujours 

disponibles : c'est notamment le cas lorsque, par exemple, le dataset examiné provient d'un 
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service de réanalyse climatologique, caractérisé par une haute résolution temporelle et 

spatiale. Dans ce cas, il peut être opportun de réduire le nombre de conditions 

environnementales à prendre en compte pour les simulations numériques afin d'identifier et 

de préserver les modes de variabilité les plus significatifs du phénomène. La résolution d'un 

nombre limité de conditions environnementales, également appelées "scénarios", est 

avantageuse car elle permet non seulement de sélectionner les états de mer météorologiques 

les plus importants pour le processus étudié, mais aussi de réduire considérablement la charge 

de calcul nécessaire pour résoudre l'ensemble de la chaîne de modélisation.   

À cette fin, il est possible d'utiliser des techniques de data mining, c'est-à-dire l'analyse massive 

des données disponibles à l'aide d'algorithmes de clustering. 

Cette approche s'est avérée très utile, car elle permet de regrouper un ensemble de données 

en classes d'objets (clusters) sur la base de leur similarité/dissimilarité, sans connaître a priori 

les caractéristiques des données elles-mêmes. Un cluster consiste en un groupe d'éléments 

ayant des propriétés communes et est identifié par un centroïde. Le résultat obtenu est un 

sous-ensemble d'éléments capable de résumer l'ensemble de données initial, tout en 

conservant ses principales propriétés.  

Dans la littérature scientifique, il existe plusieurs applications des techniques de clustering pour 

l'identification des conditions environnementales avec différents objectifs spécifiques 

concernant non seulement l'analyse des processus physiques mais aussi leur simulation 

numérique. L'application de ces algorithmes à des bases de données de réanalyse des 

conditions météo-océaniques (généralement extrêmement grandes en termes de nombre de 

variables stockées, surtout dans le cas d'une haute résolution spatiale et temporelle) permet 

de décrire les conditions météo-océaniques, en sélectionnant certains états représentatifs de 

sa variabilité, dans le but de les implémenter dans une méthodologie de propagation des ondes 

(Camus, Mendez F. J. e Medina 2011a, Camus, Mendez, et al. 2011b). Pour la définition des états 

de mer, les auteurs considèrent des instants des séries temporelles de la hauteur, de la période 

et de la direction moyenne des vagues, sans tenir compte de leur évolution dans le temps.  

L'approche de (Bárcena, et al. 2015) est différente dans la mesure où elle utilise des techniques 

de clustering dans le contexte de la simulation de l'hydrodynamique estuarienne 
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tridimensionnelle à haute résolution spatiale et temporelle : une fenêtre temporelle est 

initialement définie par rapport à laquelle analyser les données de départ afin d'obtenir des 

clusters représentés par des séries temporelles définies. L'utilisation d'une telle approche 

permet donc de représenter synthétiquement la variabilité des marées astronomiques et 

d'identifier des scénarios des facteurs de forçage en jeu afin d'obtenir le comportement moyen 

en réduisant la taille de l’ensemble initial des données. 

Il apparaît que le choix de la longueur de la fenêtre temporelle des données à examiner dépend 

non seulement de l'échelle temporelle des forçages considérés mais aussi du temps 

caractéristique du processus qui sera examiné ultérieurement. Par exemple, la propagation du 

mouvement des vagues du large vers le rivage est étudiée en considérant des états de mer 

horaires, alors que l'échelle temporelle typique des problèmes de dispersion est de l'ordre de 

quelques semaines.  

Une autre particularité des techniques décrites dans les travaux précités est la manière dont le 

clustering est appliqué : d'une part (Camus, Mendez, et al. 2011b) clustérise les variables en les 

considérant conjointement, d'autre part (Bárcena, et al. 2015) réalise un clustering pour chaque 

variable impliquée dans l'analyse de manière indépendante.  

Cependant, l'étude des processus dans le domaine météorologique et marin ne permet pas de 

considérer les variables indépendamment les unes des autres : dans ce travail, en effet, nous 

proposons une méthodologie qui nous permet de caractériser le climat marin en considérant 

non seulement les caractéristiques du mouvement des vagues mais aussi la vitesse du vent, le 

champ de pression et le forçage des marées. Pour la construction de l'ensemble de données 

initial, une fenêtre temporelle appropriée est choisie en fonction du type de processus que 

nous souhaitons étudier, c'est-à-dire la description de la dispersion des 

polluants/sédiments/particules dans les eaux côtières, suite au déversement d'un flux défini 

dans la mer dans un certain intervalle de temps. 
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2.  Données et Méthodes 

2.1.  Paramètres Met-Ocean 

La présente étude utilise des variables météorologiques et marines dérivées des produits de 

réanalyse (hindcast) du Département d'ingénierie civile, chimique et environnementale (DICCA, 

http://www3.dicca.unige.it/meteocean/hindcast.html ) de l'Université de Gênes. La réanalyse 

des conditions atmosphériques a permis de construire une base de données contenant des 

données horaires de vagues, de vent et de champ barométrique définies sur une grille de 

résolution d'environ 10 km long./lat., étendue à l'ensemble du bassin de la mer Méditerranée 

(Mentaschi, Besio, et al. 2013), (Mentaschi, Besio, et al. 2015). La mise en œuvre des réanalyses 

a eu lieu après la validation et l'optimisation de la chaîne de modèles numériques utilisée (WRF 

pour le modèle de vent et WaveWatchIII pour le modèle de vagues). À ce jour, ces données ont 

été utilisées dans de nombreuses recherches et applications (Sartini, Besio e Cassola 2017, 

Zughayar, et al. 2017, Besio, et al. 2017, De Girolamo, et al. 2018, Ferretti, et al. 2018, Enrile, et 

al. 2019, Leo, et al. 2019, Re, et al. 2019, Mucerino, et al. 2019). 

Pour le développement des algorithmes d'identification des scénarios climatiques 

caractéristiques, les séries chronologiques de 1979 à 2019 sont considérées avec une 

résolution horaire de la hauteur significative des vagues (𝐻𝑠), de la période et de la direction du 

pic (𝑇𝑝 et 𝜃𝑝, respectivement) des composantes de la vitesse du vent longitudinal/latitudinal 

(𝑣𝑥/𝑣𝑦) et de la pression au niveau moyen de la mer (mslp). En outre, la série temporelle du 

forçage de la marée (ci-après 𝛥𝜂) est obtenue à l'aide du logiciel de prédiction de la marée 

(TPXO.3) fourni par l'Université d'État de l'Oregon (Egbert e Erofeeva 2002). L'excursion de la 

marée a été calculée au même intervalle de temps et à la même fréquence que ceux pour 

lesquels des données météo-marines rétrospectives sont disponibles.  

L'étude s'est concentrée sur des points de grille sélectionnés sur chaque site pilote du projet : 

en particulier, le point 000367 pour le port de La Spezia, le point 000230 pour le port de Gênes, 

le point 000999 pour le port de Toulon et le point 003174 pour le port d'Olbia ont été considérés 

(voir Fig. 1). Il est à noter que le port de Toulon n'a pas fait l'objet de l'analyse de clustering 

présentée dans ce document : la sélection des scénarios climatologiques pour cette zone a été 

confiée à l'Université de Toulon, partenaire du projet GEREMIA. 

http://www3.dicca.unige.it/meteocean/hindcast.html
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Figura 1 – Zoom sur la zone d'étude. Les points de grille sélectionnés sont mis en évidence par un triangle bleu 

accompagné du code numérique du point hindcast (point 000230, longitude/latitude - 8,8707/44,31 ; point 000367, 

longitude/latitude - 9,8894/43,95 ; point 000999, longitude/latitude - 5,942/42,96 ; point 003174, longitude/latitude - 

9,762/40,98). 

 

2.2.  Clustering 

Le clustering est un ensemble de techniques d'analyse de données multivariées ayant pour but 

de sélectionner et de créer des groupes d'éléments homogènes, sur la base de mesures de 

similarité entre les éléments eux-mêmes, en termes de distance dans un espace 

multidimensionnel. Elle peut être utilisée pour examiner les distributions des données, pour 

observer les caractéristiques de chaque distribution et pour se concentrer sur celles qui 
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présentent le plus d'intérêt. Il peut également s'agir d'une étape de prétraitement des données 

pour d'autres algorithmes opérant sur les clusters identifiés (comme dans le cas présent).  

L’une des techniques les plus répandues est celle du clustering partitionnel, dans lequel une 

distance par rapport à un point de cluster représentatif (centroïde) est utilisée pour définir 

l'appartenance à un groupe, le nombre de groupes dans la partition résultante ayant été 

prédéfini a priori. Pour cette application, on introduit l'algorithme de dissimilarité maximale 

(MDA), qui permet de partitionner les données sur la base de leur dissimilarité et de choisir les 

caractéristiques intéressantes pour distinguer les différents groupes. 

Comme on l’a spécifié précédemment, le clustering est appliqué dans ce travail afin de 

considérer conjointement toutes les variables météorologiques et marines mentionnées ci-

dessus. On obtient ainsi un ensemble de données initial défini comme suit : 

𝑋𝑛,𝑉 = [

𝑥1,1 … 𝑥1,𝑉

⋮ ⋱ ⋮
𝑥𝑛,1 … 𝑥𝑛,𝑉

]     (1) 

où 𝑉 est le nombre de variables considérées et 𝑛 est le nombre d'observations. Précisons que 

les éléments auxquels le clustering est appliqué sont les lignes de la matrice obtenue. De cette 

manière, il est possible de sélectionner un certain nombre de sous-ensembles significatifs et 

un nombre limité d'états capables de décrire la variance des forçages de manière exhaustive. 

En effet, l'utilisation de l'ensemble des données pourrait parfois devenir gênante non 

seulement d'un point de vue informatique (nombre trop élevé de conditions météorologiques 

marines à prendre en compte), mais aussi du point de vue de la caractérisation d'un scénario 

typique (Camus, Mendez F. J. e Medina 2011a, Núñez, et al. 2019). 
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2.2.1.  Maximum Dissimilarity Algorithm (MDA)  

L'objectif du MDA est de sélectionner un sous-ensemble de la matrice initiale 𝑋𝑛,𝑉, définie 

comme 𝑋𝑚,𝑉
∗  (matrice des états significatifs, avec 𝑚 < 𝑛) qui englobe les états significatifs 

identifiés représentant le mieux la variance globale des données. L'étape initiale consiste à 

normaliser toutes les variables scalaires (c'est-à-dire chaque colonne de la matrice 𝑋𝑛,𝑉) dans 

un espace commun, afin de pouvoir travailler facilement avec des variables caractérisées par 

différents ordres de grandeur.  

L'algorithme de sélection commence par l'identification du premier état significatif, identifié 

comme l'état le plus éloigné du nuage de points initial, c'est-à-dire celui qui est le plus 

"dissemblable" du reste de l'ensemble de données. Une fois sélectionné, on procède au calcul 

de la dissimilarité entre les vecteurs de la matrice 𝑋𝑛−1,𝑉 et le sous-ensemble 𝑋1,𝑉
∗ , puis au calcul 

de la distance euclidienne ainsi exprimée : 

𝑑𝑖1 = ||𝑥𝑖 − 𝑥1
∗||,    𝑖 = 1,… , 𝑛 − 1     (2) 

où 𝑥 et 𝑥∗ désignent respectivement les lignes des matrices d'entrée et de sortie. Le nouvel 

élément est alors sélectionné comme étant celui qui est caractérisé par la valeur maximale de 

𝑑𝑖1 et ajouté à la matrice cible 𝑋∗. Comme illustré dans (Camus, Mendez, et al. 2011b), la version 

MaxMin de l'algorithme est appliquée : en effet, à la kième itération (𝑘 < 𝑚, où k est le nombre 

d'éléments de la matrice 𝑋∗), la distance à considérer pour chaque élément de 𝑋𝑛−𝑘,𝑉 est la 

minimale par rapport à tous les k vecteurs de 𝑋𝑘,𝑉
∗  ; parmi toutes ces distances, celle qui est 

maximale est sélectionnée et l'état correspondant est par conséquent ajouté à 𝑋∗. Le calcul se 

termine lorsque k devient égal à 𝑚, c'est-à-dire lorsque le nombre de clusters déterminé 

précédemment est atteint. A la fin du processus de construction de la matrice 𝑋∗, on obtient un 

sous-ensemble de vecteurs qui permet de résumer l'ensemble des données de départ avec un 

plus petit nombre d'états : les éléments restants sont affectés au vecteur modèle 

correspondant le plus proche, formant ainsi de véritables classes d'états. 
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2.2.2.  Sélection du nombre optimal de clusters  

L'élément fondamental de toute technique de clustering est la définition du nombre approprié 

de clusters, ci-après désigné par m. Le choix peut être fait de manière subjective, par exemple 

lorsque l'utilisateur décide de fixer un certain nombre de classes ou lorsqu'il sait comment et 

avec quelles distributions les données sont présentées. Sinon, si la valeur de m n'est pas connue 

a priori, il est nécessaire d'introduire une analyse de sensibilité sur les résultats du clustering. 

Par exemple (Bárcena, et al. 2015) fait référence à l'indice CE (proposé par (Nash e Sutcliffe 

1970)) qui permet d'évaluer l'efficacité des états du modèle à reproduire l'ensemble de données 

de départ. Une approche similaire est appliquée (Núñez, et al. 2019) où l'indice de compétence 

moyenne (introduit par (Willmott 1981)) est calculé : ce coefficient reflète la précision avec 

laquelle les variables classées se rapprochent des variables originales. (Solari e Alonso 2017) 

utilisent la variance totale pour construire des graphiques dans lesquels la tendance 

décroissante de la variance elle-même guide la décision sur le nombre de clusters à 

sélectionner. 

Une approche similaire peut être appliquée dans le schéma MDA, le but du processus de 

sélection étant d'extraire un sous-ensemble de conditions de vagues pouvant représenter 

synthétiquement l'ensemble de la base de données de réanalyse. Par conséquent, dans ce 

travail, la valeur de m est définie en se référant au calcul de la distance moyenne entre les états 

du modèle, définie comme suit : 

�̅� =
1

𝑚−1
∑ 𝑑𝑖

𝑚−1
𝑖=1                                                                    (3) 

où 𝑑𝑖 est la distance entre le i et le (i+1)ième état du modèle sélectionné par la procédure 

itérative MDA. Le nombre optimal de clusters est alors défini comme la valeur au-delà de 

laquelle aucun changement significatif dans �̅� est apprécié. 

 

2.2.3.  Clustering de séries temporelles 

Le dataset considéré jusqu'à présent pour l'application des algorithmes de clustering (c'est-à-

dire 𝑋𝑛,𝑉 dans ce travail) est défini simplement en plaçant côte à côte les séries temporelles 
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originales des variables considérées, chacune caractérisée par une résolution horaire. 

Précisons que chaque variable est représentée par un vecteur et que chacun de ses éléments 

décrit un seul état. 

Cependant, l'objectif de ce travail est de sélectionner les conditions climatiques qui sont 

utilisées pour réaliser des simulations numériques de phénomènes physiques particuliers : en 

effet, la variabilité temporelle des forçages examinés joue un rôle fondamental dans la 

définition de la non-stationnarité des scénarios types. Pour cette raison, une réorganisation des 

données en entrée est nécessaire afin de respecter la structure temporelle des forçages 

considérés.  

Il est important de procéder à la sélection d'un intervalle de temps représentatif qui convienne 

à toutes les quantités analysées. Conformément à ce qui a été décrit par (Bárcena, et al. 2015), 

une fois que l'échelle de temps des forçages a été définie, les ensembles de données respectifs 

peuvent être réorganisés en conséquence en séries dont l’étendue est assignée, de manière à 

préserver l’évolution des variables. L'objectif, en fait, est d'essayer de maintenir l'empreinte des 

événements réellement observés. On évalue donc la fonction d'autocorrélation des variables 

individuelles (ACF), qui définit le degré de dépendance entre les valeurs prises par une variable 

échantillonnée dans son domaine, afin de déterminer la fréquence fondamentale du signal 

étudié.  
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Figure 2 – Fonction d'auto-corrélation pour certaines variables météorologiques utilisées dans l'analyse. 

 

Les résultats de l'ACF montrent que les variables impliquées sont caractérisées à différentes 

échelles et suggèrent la nécessité d'établir un modèle commun afin de faciliter l'application 

d'analyses de clustering ultérieures. Par conséquent, non seulement le choix de la fenêtre du 

modèle (désormais nt) doit tenir compte du type de processus à simuler ultérieurement, mais 

il doit également être inférieur à la plus petite échelle de temps liée aux variables examinées. 

Sur la base de ce qui précède et compte tenu des temps d'échelonnement typiques des 

processus de dispersion, il a été décidé dans la présente étude de fixer nt à une semaine. 

A ce stade, en prenant nt comme le nombre d'instants de temps (c'est-à-dire le nombre 

d'heures) dont se compose l'échelle de temps de référence, égal à 168, le vecteur x est redéfini 

comme suit : 

𝑥𝑗
′ = 𝑥[𝑖𝛿 + 1 ∶ 𝑛𝑡 + 𝑖𝛿], 𝑖 = 0,… ,

𝑛−𝑛𝑡

𝛿
 ; 𝑗 = 𝑖 + 1          (4) 

où 𝛿 représente le décalage entre deux intervalles de temps successifs (c'est-à-dire le nombre 

d’unités de temps entre deux instants initiaux de deux 𝑥′ successifs). 
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Le clustering peut donc être effectué directement sur la matrice réarrangée 𝑋′ : dans ce cas, 

chaque ligne de la matrice définit un état de mer caractérisé par une fenêtre hebdomadaire de 

chaque variable et ne se réfère plus à des états ponctuels. Un exemple d'une telle opération 

effectuée sur la série temporelle de grandeur X est donné par l'équation 5. 

𝑋 =  

[
 
 
 
 
 
𝑥1 
𝑥2

⋮
𝑥𝑛𝑡

⋮
𝑥𝑛

 ]
 
 
 
 
 

   𝑋′ = [

𝑥1 … 𝑥𝑛𝑡
𝑥𝑖𝛿+1

⋮

…
…

𝑥𝑛𝑡+𝑖𝛿

⋮
𝑥𝑛−𝑛𝑡+1 … 𝑥𝑛

]   (5) 

 

2.2.4.  Clustering de variables circulaires 

Les techniques de clustering consistent généralement à calculer la distance euclidienne entre 

les éléments d'un ensemble de données et certains éléments du modèle définis dans le même 

espace, dans le but d'effectuer une véritable division en groupes. 

Cependant, lorsque des variables circulaires (telles que la direction de propagation des ondes) 

sont impliquées dans l'analyse, une précaution doit être prise afin de manipuler facilement ces 

données et d'éviter les erreurs en présence de discontinuités dans l'espace des variables. Par 

exemple, deux ondes caractérisées par des directions d'arrivée respectives de 0° et 360° sont 

très différentes en termes de distance, mais en réalité elles ont la même direction d'origine et 

doivent donc appartenir au même cluster.  

Dans cette étude a été introduite une approche qui a été employée afin de projeter la direction 

de la vague le long des axes est/nord, comme suit : 

{
𝜃𝑝,𝑥 = −cos (𝜃𝑝 − 90)

𝜃𝑝,𝑦 = sin (𝜃𝑝 − 90)
                                       (6) 

La correction appliquée permet aux composantes projetées d'être cohérentes avec la 

convention nautique : les composantes sont, en effet, toutes deux positives/négatives dans le 

premier/troisième quadrant, alors qu'elles ont des signes discordants dans le deuxième et 

quatrième quadrant. Nous tenons à souligner qu'il est possible qu'à partir de l'équation 6, 𝜃𝑝,𝑥 

et 𝜃𝑝,𝑦 atteignent des valeurs négatives : d'un point de vue physique, cette condition n'a pas de 
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sens, mais elle est significative à des fins de clustering, car elle permet un regroupement plus 

cohérent des données.  

La figure 8 montre une comparaison entre l'application de la clusterisation à la variable 

directionnelle 𝜃𝑝 et aux projections de la direction elle-même. On peut constater que dans le 

premier cas, le regroupement est affecté par la discontinuité spatiale de la variable étudiée ; au 

contraire, dans la seconde situation, la classification est réussie et le caractère bimodal du 

climat des vagues est correctement détecté. 

 

Figure 3 - Exemple de clustering appliqué à une variable directionnelle : variable originale (panneau de gauche) et 

ses projections (panneau de droite). 

3.  RESULTATS ET DISCUSSION 

Conformément à ce qui a été dit jusqu'à présent, la matrice de données utilisée pour la 

clusterisation est construite en considérant la longueur de la fenêtre temporelle 𝑛𝑡 égale à 168 

éléments (c'est-à-dire les heures d'une semaine) pour chaque variable examinée : on concatène 

donc les matrices 𝑋′ de 𝐻𝑠, 𝜃𝑝,𝑥, 𝜃𝑝,𝑦, 𝑇𝑝, 𝑣𝑥, 𝑣𝑦, 𝑚𝑠𝑙𝑝, 𝛥𝜂 (voir Eq. 5). Le résultat est une matrice 

de taille 𝑛 × (𝑉 × 𝑛𝑡), où 𝑁 est le nombre de semaines entières contenues dans l'ensemble de 

données et 𝑉 est le nombre de variables analysées (égal à 8, compte tenu des projections de la 

direction des ondes).  

A la matrice globale 𝑋′, comme spécifié dans la section 2.2.1, on applique l'opération de 

normalisation de chaque colonne, en centrant les données autour de zéro (en soustrayant la 

moyenne) et en les mettant à l'échelle par rapport à l'écart-type : 
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𝑋:,𝑗
′ =

𝑥:,𝑗
′ −𝜇(𝑥:,𝑗

′ )

𝜎(𝑥:,𝑗
′ )

                (7) 

où 𝜇 et 𝜎 sont respectivement la moyenne et l'écart-type de la jème colonne de la matrice 𝑋′. 

Cette opération est nécessaire car elle permet à l'algorithme de clustering de traiter à la fois 

des données négatives et positives, caractérisées par des ordres de grandeur différents, en 

évitant que les variables les plus pertinentes n'altèrent les calculs ultérieurs.  

La figure 9 montre les résultats de l'analyse de sensibilité effectuée sur la matrice 𝑋′ requise 

par l'algorithme MDA pour la sélection du nombre optimal de clusters (voir section 2.2.2).  

Il faut noter que les valeurs globales de �̅� ont été mises à l'échelle dans l'intervalle 0-1, car 

l'échelle originale n'a pas d'importance, puisque les statistiques sont calculées à partir de 

variables standardisées ; la forme de la courbe est la seule caractéristique importante. Le choix 

de la valeur de m nécessite que le taux de variation de la quantité calculée (�̅� dans ce cas) soit 

négligeable. Par conséquent, dans le cas, par exemple, de l'ensemble de données de Gênes 

(panneau supérieur gauche, Figure 9), le graphique présente une pente nettement plus douce 

à partir de 20/30 clusters : il a été choisi de fixer 𝑚 = 25. 
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Figure 4 - Résultats de l'analyse de sensibilité : évolution de la distance moyenne entre les états modèles 

sélectionnés en fonction du nombre de clusters considérés : Gênes (panneau supérieur gauche), La Spezia 

(panneau supérieur droit), Olbia (panneau inférieur). 

 

Des considérations similaires peuvent être faites pour les autres ensembles de données 

analysés et en particulier : 25 clusters ont été sélectionnés à la fois pour le cas de La Spezia 

(Figure 9, panneau supérieur droit) et pour le cas d'Olbia (Figure 9, panneau inférieur gauche). 

L'annexe (Figures A-B-C) détaille les scénarios sélectionnés pour chaque ensemble de données 

par l'algorithme de clustering. Chaque image est une description d'un seul scénario et pour 

chaque scénario, les éléments suivants sont montrés dans l'ordre : le graphique de variation 

du 𝑚𝑠𝑙𝑝 (en haut à gauche), la tendance de la hauteur significative des vagues (en haut à droite), 

le graphique de variation du forçage de la marée 𝛥𝜂 (en bas à gauche) et la tendance du module 

de la vitesse du vent (en bas à droite). Dans le deuxième et quatrième graphiques, les directions 

de la propagation des vagues et de l'origine du vent sont mises en évidence, respectivement, 

au moyen de l'échelle de couleurs appropriée spécifiée sur le côté de la courbe. Il faut noter 

qu'après le clustering, ces variables directionnelles ont été obtenues en reprojetant de manière 

appropriée les composantes originales.  

Pour le port de Toulon, la sélection des semaines types a été différente du clustering : 6 

scénarios climatologiques ont été retenus par l'Université de Toulon, qui se sont avérés être les 

plus significatifs d'un point de vue météorologique et maritime. Les tendances des états de mer 

correspondants sont également présentées en annexe (figure D). 



 Prodotto n. T1.3.1 
      

 

Les états modèles résultant de l'analyse de regroupement des ensembles de données analysés 

capturent efficacement les principaux modes du climat local des vagues. Ceci est démontré par 

la figure 10, qui montre les roses directionnelles des sites pilotes analysés : les distributions 

directionnelles de 𝐻𝑠 en fonction des différentes classes d'intensité sont mises en évidence. 

Cela se reflète par conséquent sur l'empreinte des états du modèle : la plupart des scénarios 

obtenus présentent des caractéristiques cohérentes avec les secteurs mis en évidence dans la 

figure 10, tant en termes de direction des vagues que de direction du vent.  

Ceci est également valable pour le port de Toulon (panneau inférieur droit), un site pilote non 

inclus dans l'analyse de clustering : en effet, des scénarios climatologiques reflétant la 

climatologie caractéristique sont sélectionnés manuellement. 

 

 

 
Figure 5 - Graphiques polaires de Hs pour les sites pilotes du projet : Point_000230 (panneau supérieur gauche), 

Point_000367 (panneau supérieur droit), Point_003174 (panneau inférieur gauche), Point_000999 (panneau inférieur 

droit). 
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4.  CONCLUSIONS 

Ce travail a été réalisé dans le cadre du projet GEREMIA, dont l'objectif principal est de préparer 

un plan de gestion commun pour la qualité des eaux portuaires afin de réduire le risque de 

pollution par les eaux usées et les impacts possibles sur les milieux marins environnants. 

L'étude de la dynamique de la circulation maritime a été réalisée grâce au développement 

d'une méthodologie capable de sélectionner des scénarios météorologiques-marins 

représentatifs du climat marin des zones entourant les ports des sites pilotes du projet. 

L'objectif est d'identifier des conditions climatiques significatives afin de concentrer l'attention 

uniquement sur celles-ci et de les résoudre numériquement, en réduisant le temps de calcul 

des modèles de mécanique des fluides numérique.  

Cette méthodologie a été développée en introduisant l'application de techniques d'exploration 

de données à l'aide d'algorithmes de regroupement capables de gérer une énorme quantité de 

données et de créer des groupes d'éléments sur la base de leur "distance logique". En 

particulier, le MDA a été utilisé pour sélectionner des scénarios qui permettent d'exprimer la 

variance globale de l'ensemble de données de départ, y compris les conditions extrêmes. 

L'application de cet algorithme a permis d'identifier 25 scénarios pour les ports de Gênes, Olbia 

et La Spezia. Le port de Toulon n'a pas été considéré dans l'analyse de clustering, qui fait l'objet 

de ce document, car les scénarios climatologiques ont été sélectionnés manuellement par 

l'Université de Toulon.  

Les résultats obtenus ont ensuite été validés en les comparant à la climatologie moyenne des 

sous-bassins considérés.  

La validation permet de conclure que la mise en œuvre de cette méthodologie peut devenir un 

outil utile pour la définition de scénarios multivariés permettant une réduction importante de 

l'effort de calcul des modèles CFD et une optimisation significative du cadre de travail en 

effectuant des simulations numériques plus ciblées. 
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APPENDICE - ANNEXE 

Genova-Gênes  

Scenario n°1 

 
Scenario n°2 
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Scenario n°3 
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Scenario n°5 
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 Prodotto n. T1.3.1 
      

 

 
 

 
Scenario n°7 

 
 

Scenario n°8 
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Scenario n°23 

 
 

Scenario n°24 
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Scenario n°25 

Figura A - Scenari selezionati nel dataset del porto di Genova (Punto 000230 dell'Hindcast). 

Figure A - Scénarios sélectionnés dans le dataset du port de Gênes (point Hindcast 000230). 
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La Spezia 

Scenario n°1 

 

Scenario n°2 
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Scenario n°4 
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Scenario n°6 
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Scenario n°7 

 

Scenario n°8 
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Scenario n°20 
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Scenario n°22 
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Scenario n°23 

 

Scenario n°24 
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Scenario n°25 

Figura B – Scenari selezionati nel dataset del porto di La Spezia (Punto 000367 dell'Hindcast). 
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Figure B - Scénarios sélectionnés dans le dataset du port de La Spezia (point Hindcast 000367). 

 

 

 

 

 

 

 

 

 

 

 

Olbia 
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Scenario n°23 

 

Scenario n°24 
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Scenario n°25 

 
Figura C - Scenari selezionati nel dataset del porto di Olbia (Punto 003174 dell'Hindcast). 

Figure C - Scénarios sélectionnés dans le dataset du port d'Olbia (point Hindcast 003174). 
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Tolone - Toulon 

Scenario n°1 

 

Scenario n°2 
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Scenario n°3 

 

Scenario n°4 
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Scenario n°5 

 

Scenario n°6 
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Figura D – Scenari scelti manualmente per il porto di Tolone (Punto 000999 dell'Hindcast). 

Figure D - Scénarios sélectionnés manuellement pour le port de Toulon (Point 000999 du Hindcast). 
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